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Abstract. Data Mining ist ein Prozess, bei dem mittels statistischer Verfahren 

komplexe Muster in meist großen Mengen von Daten gesucht werden. Damit 

dieser von Organisationen verstärkt zur Entscheidungsunterstützung eingesetzt 

werden kann, wäre es hilfreich, wenn Domänenexperten durch Self-Service-An-

wendungen in die Lage versetzt würden, diese Form der Analysen eigenständig 

durchzuführen, damit sie nicht mehr auf Datenwissenschaftler und IT-Fachkräfte 

angewiesen sind. In diesem Artikel soll eine Versuchsreihe vorgestellt werden, 

die eine Bewertung darüber ermöglicht, wie geeignet etablierte Data-Mining-

Softwareplattformen (IBM SPSS Modeler, KNIME, RapidMiner und WEKA) 

sind, um sie Gelegenheitsanwendern zur Verfügung zu stellen. In den vorgestell-

ten Versuchen sollen Entscheidungsbäume im Fokus stehen, eine besonders ein-

fache Form von Algorithmen, die der Literatur und unserer Erfahrung nach am 

ehesten für die Nutzung in Self-Service-Data-Mining-Anwendungen geeignet 

sind. Dabei werden mithilfe eines einheitlichen Datensets auf den verschiedenen 

Plattformen Entscheidungsbäume für identische Zielvariablen konstruiert. Die 

Ergebnisse sind im Hinblick auf die Klassifikationsgenauigkeit zwar relativ ähn-

lich, die Komplexität der Modelle variiert jedoch. Aktuelle grafische Benutzer-

oberflächen lassen sich zwar auch ohne tiefgehende Kompetenzen in den Berei-

chen Informatik und Statistik bedienen, sie ersetzen aber nicht den Bedarf an da-

tenwissenschaftlichen Kompetenzen, die besonders beim Schritt der Datenvor-

bereitung zum Einsatz kommen, welcher den größten Teil des Data-Mining-Pro-

zesses ausmacht.     
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1 Einleitung 

In der Tradition von End User Computing (EUC) [41] existiert Self-Service Business 

Intelligence (SSBI) seit einigen Jahren als Ansatz zur Befähigung von Domänenexper-

ten zur eigenständigen Durchführung auch komplexer Analysen [3, 10]. Diese Eigen-

ständigkeit wird von einigen Praktikern und Forschern als die Emanzipation von IT-

Fachkräften verstanden [49]. So wird es Anwendern beispielsweise ermöglicht, spezi-

elle Visualisierungsformen anzuwenden oder sogar individuell Datenquellen in die 
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Analyseumgebung zu integrieren [27]. Andere gehen noch weiter und sehen in SSBI 

zusätzlich auch die Emanzipation von Datenwissenschaftlern1 [22, 42].  

Ein Grund für den Bedarf an mehr Eigenständigkeit ist der Umstand, dass immer mehr 

Daten verfügbar sind und als Entscheidungsgrundlage dienen können. Domänenexper-

ten wollen diese Daten nutzen, ohne auf Spezialisten angewiesen zu sein. Deshalb wer-

den einfach verständliche und zumindest teilweise automatisierte Möglichkeiten auch 

in komplexen Bereichen wie dem Data Mining2 immer wichtiger [16, 49]. Viele Soft-

warehersteller haben dies erkannt und bieten Produkte mit sehr einfachen Benutzer-

oberflächen an, die die Erstellung von Analysen intuitiv zu machen versuchen [6, 14, 

25, 26, 32, 40].  Andere bieten sogar die Möglichkeit der automatisierten Bildung von 

Modellen [22, 29, 35]. Wir bezeichnen all diese Ansätze als Self-Service Data Mining 

(SSDM). Es scheint auf der einen Seite unstrittig, dass Datenwissenschaftler nicht un-

abhängig von Domänenexperten arbeiten können, da es ihnen an einem ausreichenden 

Verständnis des Untersuchungsgegenstandes mangelt [44]. Dass Domänenexperten auf 

der anderen Seite Aufgaben von Datenwissenschaftlern übernehmen können, wird je-

doch vermehrt angenommen [3, 4]. Ein Argument, das für diesen SSDM-Ansatz 

spricht, ist, dass fundierte Datenkompetenz zwar hilfreich, aber nicht für jede Form der 

Mustererkennung zwingend erforderlich ist [21].  Datenkompetenz (englisch: Data Li-

teracy) wird als "die Fähigkeit des planvollen Umgangs mit Daten" definiert und bein-

haltet die Kompetenzen, Daten erfassen, erkunden, managen, kuratieren, analysieren, 

visualisieren, interpretieren, kontextualisieren, beurteilen und anwenden zu können 

[18]. Inwieweit von Domänenexperten erwartet werden kann, dass sie mit Hilfe von 

SSDM den kompletten Analyseprozess übernehmen, soll mit der in diesem Artikel 

vorgestellten Versuchsreihe untersucht werden.  

2 Aktueller Stand der Forschung 

Abbildung 1 stellt SSDM als Teilgebiet von SSBI, bzw. EUC dar. EUC wird bereits 

seit den 1980er-Jahren erforscht [1, 30, 41]. Die Idee, Domänenexperten zu eigenstän-

digen computergesteuerten Analysen zu befähigen, kam etwa zehn Jahre später auf 

[11], auch wenn der Begriff SSBI erst 2008 in der wissenschaftlichen Literatur erschien 

[43]. Dagegen gibt es bezüglich der aktuellen Evolutionsstufe von SSDM recht unter-

schiedliche Positionen. So waren Kriegel et al. [33] auf der einen Seite bereits im Jahr 

2007 der Meinung, dass die Datenvorbereitung in künftigen Data-Mining-Plattformen 

automatisiert werden würde, ohne den Nutzern die Kontrolle über die einzelnen Schritte 

                                                           
1 Datenwissenschaftler sind mit der Erkenntnisgewinnung aus Daten beschäftigt und benötigen 

neben analytischen Fähigkeiten vor allem Kenntnisse im Umgang mit großen Datenmengen 

[17]. 
2 Data Mining ist die Gewinnung von Erkenntnissen und Bildung von Vorhersagemodellen auf 

Basis großer Datenmengen [14]. Im Kontext dieses Artikels verstehen wir unter dem Begriff 

den vollständigen Prozess der Informationsgewinnung, von der Datenvorbereitung bis zur 

Evaluierung der Modelle. 
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zu nehmen. Verschiedene Konzepte, die dank umfassender Automatisierung auch Ge-

legenheitsanwendern Zugang zu fortgeschrittenen Analysekapazitäten ermöglichen 

sollen, existieren auch bereits [37, 50].  

 

Fig. 1. Self-Service Data Mining als Teil von Self-Service Business Intelligence und End User 

Computing [46]. 

Auf der anderen Seite erachten Autoren wie Goyal und Vohra [20] die üblichen Data-

Mining-Plattformen als wenig geeignet für Laien und schlagen die Entwicklung von 

speziell auf diese Zielgruppe ausgerichteter Software vor, die Benutzerfreundlichkeit 

über Genauigkeit und Flexibilität stellt. Andere Experten mahnen, dass die Arbeit mit 

Daten zu komplex ist, um alleine von Domänenexperten durchgeführt werden zu kön-

nen [34, 49]. Brown [8] wies darauf hin, dass die Nachfrage nach SSA zu sinken scheint 

und es unwahrscheinlich ist, dass Experten in näherer Zukunft durch Software ersetzt 

werden können. Sie identifizierte jedoch Embedded Analytics, also die Integration von 

Analysewerkzeugen in Nicht-Analytics-Software, als Gebiet, auf dem es noch viel Po-

tential gibt, da die meisten Nutzer ungerne zwischen verschiedenen Softwareplattfor-

men wechseln. 

Insgesamt gibt es hinsichtlich der Entwicklung von SSDM noch sehr unterschiedli-

che Meinungen und Argumente, weshalb weitere Betrachtungen erforderlich sind.  

3 Methodik und Datengrundlage 

In diesem Artikel soll eine Versuchsreihe vorgestellt werden, mit der überprüft werden 

kann, ob aktuelle Data-Mining-Software geeignet ist, sie Domänenexperten ohne da-

tenwissenschaftlichen Hintergrund zur Verfügung zu stellen. Als Ansatz zur Beantwor-

tung dieser Frage haben wir uns auf eine Gruppe von Algorithmen konzentriert, die der 

Literatur und unserer Erfahrung nach besonders gut für SSDM geeignet zu sein scheint 

[15, 28].  

Während viele Data-Mining-Methoden hauptsächlich darauf ausgelegt sind, die Er-

gebnisgenauigkeit zu maximieren, ermöglichen Entscheidungsbäume zusätzlich eine 

verhältnismäßig leichte Interpretation ihrer Herleitung, da die einzelnen Schritte des 

Algorithmus grafisch dargestellt werden können und die wichtigsten Attribute dort in 
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einer hierarchischen Reihenfolge zu finden sind [7, 39, 47]. Entscheidungsbäume kön-

nen somit als eine Art Untergrenze für SSDM gesehen werden. Wenn es für Domänen-

experten nicht möglich ist, mit ihnen brauchbare Modelle zu erstellen, scheint dies mit 

komplexeren Algorithmen noch unwahrscheinlicher. Die Verständlichkeit der Modelle 

hat eine große Relevanz für ihren praktischen Einsatz, da Wissen über die Struktur von 

Modellen oft als ebenso wichtig empfunden wird wie genaue Vorhersagen von zukünf-

tigem Verhalten [14]. Nutzer sind häufiger bereit, Analyseergebnissen zu vertrauen, 

deren Herleitung sie verstehen können [1, 15].  

Für diese Untersuchung haben wir auf Grundlage eines ausgewählten Datensets Ent-

scheidungsbäume in verschiedenen Softwareprodukten konstruiert und diese miteinan-

der verglichen, um so Erkenntnisse über die Qualität der gebildeten Modelle und die 

Benutzerfreundlichkeit der Workflows zu gewinnen. Dabei wurde jeder Baum zweimal 

konstruiert. In einer Variante wurde versucht, das bestmögliche Modell zu bilden. In 

der anderen wurden nur ein Mindestmaß an Datenvorbereitung und die Standardkonfi-

gurationen in den Programmen verwendet. Auf diese Weise sollte überprüft werden, 

welchen Unterschied Datenkompetenzen wirklich machen. 

Eine Herausforderung ist die Entscheidung, welche Kennzahlen für eine Aussage 

über die Qualität der Modelle geeignet sind. In diesem Artikel wird neben der Genau-

igkeit der untersuchten Modelle auch die Komplexität der erzeugten Bäume, ermittelt 

durch die Anzahl der Ebenen und Blätter, als Kennzahl verwendet [12]. Dass eine we-

niger komplexe Struktur einem ansonsten gleichwertigen, aber komplexeren Modell 

vorzuziehen ist, wurde bereits in verschiedenen Kontexten nachgewiesen (vgl. z.B. 

Millersche Zahl [36], Ockhams Rasiermesser [19] und das Minimum Description 

Length Principle [5]. 

 Die Untersuchungen in diesem Artikel wurden mit aktuellen Versionen der Plattfor-

men IBM SPSS Modeler, RapidMiner, WEKA und KNIME durchgeführt. Sie wurden 

ausgewählt, da sie laut ihrer Anbieter allesamt Self-Service-Funktionalitäten besitzen, 

beziehungsweise sehr einfach und intuitiv zu benutzen sind [6, 14, 25, 26, 32, 40]. Um 

den Trade-off zwischen der erhöhten Benutzerfreundlichkeit und einer möglicherweise 

eingeschränkten Flexibilität der Produkte mit grafischen Benutzeroberflächen zu unter-

suchen, wurden zusätzlich R und Python berücksichtigt. Sie sind seit einigen Jahren die 

verbreitetsten Programmiersprachen in der Durchführung von Data-Mining-Analysen 

und bieten viele Funktionen, welche die Arbeit mit statistischen Modellen erleichtern 

[14, 45]. Beide setzen ein gewisses Maß an Statistik- und Informatikkenntnissen voraus 

und eignen sich somit weniger für SSDM.  

Für die Vergleiche wurde das Datenset aus [13] genutzt.3 Es bietet viele Möglich-

keiten für Klassifikationen und ist Teil einer ausführlichen Studie, die für die in diesem 

Artikel gebildeten Modelle als Orientierung dient. Darin wurde eine Reihe von Algo-

rithmen für die Klassifikationen getestet und jeweils der beste ausgewählt. Auf Heuris-

tiken und andere Verfahren zur Minderung der erforderlichen Rechenleistung wurde 

dabei größtenteils verzichtet, um möglichst optimale Modelle zu finden. Unter anderem 

wurden für jedes Ziel 160 Millionen Entscheidungsbäume erstellt, die sich durch die 

                                                           
3 Das Datenset enthält 1.885 Datensätze, denen 33 Attribute zugeordnet werden. 
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Konfiguration ihrer Parameter und die verwendeten Kombinationen von Attributen un-

terschieden. Damit eignet sich die Studie gut als Benchmark für unsere eigenen Versu-

che, die im Folgenden beschrieben werden.    

Um die verschiedenen Softwareprodukte zu vergleichen, wurden die Datensätze als 

binäre Ziele klassifiziert. Die Daten wurden zuerst in Python vorbereitet und in eine 

Trainings- und eine Testpartition aufgeteilt. So wurde sichergestellt, dass die Versuche 

auf einer einheitlichen Grundlage stattfinden konnten. Der Schritt der Datenvorberei-

tung erfordert das höchste Maß an Datenkompetenzen und ist kaum von Domänenex-

perten durchzuführen. Mithilfe der Trainingspartition wurden dann Entscheidungs-

bäume der am weitesten verbreiteten Typen C4.5, C5.0, CHAID und CART konstruiert 

[7, 31, 38, 39]. Dabei wurde Cross-Validation genutzt, um die jeweils besten Konfigu-

rationen zu finden. Im zweiten Teil der Versuchsreihe wurden die gleichen Entschei-

dungsbäume dann ohne Veränderung der Standardparameter erstellt, um die Herange-

hensweise eines Anwenders ohne fortgeschrittene Datenkompetenzen zu simulieren. 

4 Erste Ergebnisse und weiteres Vorgehen  

Insgesamt erzielten die Modelle relativ ähnliche Genauigkeiten, auch wenn die Baum-

strukturen teilweise sehr unterschiedlich waren. Ein möglicher Grund dafür ist, dass 

recht viel Arbeit in die Datenvorbereitung gesteckt wurde (vgl. Kapitel 3), sodass die 

Modelle in den verschiedenen Tools auf einer gemeinsamen Grundlage aufgebaut wer-

den konnten. Dieser Schritt dient unter anderem der Qualitätssicherung und erfordert 

ein gewisses Maß an Datenkompetenz und Domänenwissen. Die Modellierung selbst 

kann mithilfe der grafischen Benutzeroberflächen der verschiedenen Plattformen auch 

von Nutzern ohne tiefgehende Statistik- und Programmierkenntnisse vorgenommen 

werden. Allerdings führen diese Fähigkeiten meistens zu besseren Modellen, da die 

einzelnen Parameter der Algorithmen besser an die Daten angepasst werden können. 

Die Modelle aus dem zweiten Teil der Versuchsreihe wiesen in den beiden Kennzahlen 

Genauigkeit und Komplexität Verschlechterungen gegenüber den Modellen aus dem 

ersten Teil auf. Dies deutet darauf hin, dass auch Entscheidungsbäume ein gewisses 

Maß an Datenkompetenzen erfordern und nicht ohne Einschränkung für SSDM geeig-

net sind. Wie solche Datenkompetenzen in den nächsten Jahren weitere Verbreitung 

finden können, ist ebenfalls ein wichtiges Thema, das Aufmerksamkeit bedarf. Ohne 

sie wird ein großer Teil des Potentials in den stetig wachsenden Datenmengen unge-

nutzt bleiben.  

    Eine genauere Betrachtung der Ergebnisse und das Ziehen geeigneter Rückschlüsse 

sollen in den nächsten Schritten unserer laufenden Arbeit erfolgen. In dieser Untersu-

chung stehen Entscheidungsbäume im Fokus, weil sie leicht zu interpretieren sind. 

Diese Betrachtungen könnten in der Zukunft auf andere Datensets und weitere verhält-

nismäßig simple Repräsentationsformen wie Regelwerke, k-Nearest Neighbors oder 

Naive Bayes ausgeweitet werden. Ein alternativer Ansatz wäre eine geringere Gewich-

tung der Nachvollziehbarkeit der Modelle und stattdessen eine Konzentration auf die 

Automatisierung des gesamten Prozesses, wie er beispielsweise in [29] verfolgt wurde.  
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